Практическая работа№6
Тема: Понижение размерности и PCA (метод главных компонент)
Цель: научиться сжимать признаки, визуализировать данные в 2D и сравнить качество модели до/после PCA
Что должно получиться в конце
1 Два пайплайна: без PCA и с PCA
2 Визуализация данных в 2D по двум компонентам
3 Сравнение метрик модели “до/после”
4 Вывод: когда PCA помогает, а когда нет

Вариант A (основной) — KNIME
1 Подготовка проекта и данных
1 Открой KNIME → New Workflow
2 Добавь узел File Reader (или CSV Reader)
3 Выбери датасет:
· Если есть учебный CSV (смартфоны/ноутбуки) — бери его
· Если своего нет: используй встроенные/готовые датасеты (например Iris/Wine) — можно скачать заранее как CSV
4 Проверь столбцы:
· Должны быть числовые признаки (float/int)
· Целевой столбец (класс/сегмент) — отдельный столбец (например Class)
  Контроль: в табличном просмотре видно, что признаки числовые.

2 Очистка и приведение типов
1 Добавь Column Filter
2 Убери мусорные столбцы:
· ID, названия, текстовые описания (если они не нужны)
3 Если есть пропуски:
· Добавь Missing Value
· Для чисел: “Mean” (среднее)
· Для категорий (если остались): “Most frequent”
  Контроль: после узла Missing Value пропусков нет.

3 Разбиение на Train/Test (важный момент)
1 Добавь Partitioning
2 Настройки:
· 70% train / 30% test
· Stratified sampling (если цель — класс)
· Random seed фиксируй (например 42), чтобы результаты повторялись
  Контроль: два выхода — train и test.

4 Пайплайн 1 — модель без PCA (baseline)
4.1 Стандартизация (часто нужна)
PCA и многие модели чувствительны к масштабу признаков. Даже если baseline — дерево, мы всё равно делаем “как в ML правильно”.
1 На ветке train добавь Normalizer или Standardizer
· Режим: Z-score (стандартизация)
2 На ветке test стандартизацию нужно применять теми же параметрами:
· Используй узлы KNIME, которые умеют “learn/apply” (в зависимости от версии):
· Normalizer (Learner) на train
· Normalizer (Apply) на test
(если у тебя один Normalizer без learner/apply — тогда делай аккуратно: стандартизируй до partitioning только если это разрешено в вашем учебном подходе, но “правильно” — learn на train и apply на test)
4.2 Обучение модели
Выбери одну модель, простую для сравнения:
· k-NN (часто выигрывает от PCA)
или
· Logistic Regression
или
· SVM (если есть и не слишком тяжело)
Пример с k-NN:
1 Добавь k-NN Learner на train
2 Добавь k-NN Predictor на test
3 Добавь Scorer (если классификация)
или Numeric Scorer (если регрессия)
  Контроль: зафиксируй метрики baseline (Accuracy/F1 или RMSE/MAE).

5 Пайплайн 2 — модель с PCA
5.1 Стандартизация (обязательно)
PCA почти всегда делают после стандартизации.
1 На ветке train: Standardizer/Normalizer (learn)
2 На ветке test: apply
5.2 PCA
1 На ветке train после стандартизации добавь узел PCA (или “PCA Compute”)
2 Настрой PCA:
· Вариант 1: указать число компонент = 2 (для визуализации)
· Вариант 2: оставить столько компонент, чтобы сохранить например 95% информации (если есть настройка “variance explained threshold”)
3 Применение PCA к test:
· Если PCA в KNIME имеет “learn/apply”:
· PCA (Compute) на train
· PCA (Apply) на test
· Идея та же: “учимся” на train, “применяем” к test.
  Контроль: после PCA у тебя стало меньше столбцов (PC1, PC2, PC3…).

6 Визуализация 2D по компонентам (самое наглядное)
1 Возьми выход train после PCA (где PC1 и PC2)
2 Добавь Scatter Plot (JavaScript)
3 Настрой оси:
· X = PC1
· Y = PC2
· Color = Class (целевой класс/сегмент)
Что студенты должны увидеть:
· Точки начинают “разъезжаться” по группам
· Где-то классы перемешаны → значит данные сложные
  Контроль: сохранить скриншот графика в отчёт.

7 Обучение модели на PCA-признаках
1 Вместо исходных признаков подай в модель только компоненты PCA
2 Обучи тот же алгоритм (тот же k в k-NN)
3 Сними метрики через Scorer/Numeric Scorer
  Контроль: сравни метрики baseline vs PCA.

8 Сравнение и вывод
Сделай мини-таблицу результата (можно в отчёте):
· Без PCA: Accuracy/F1 (или RMSE/MAE), время (ощущение)
· С PCA: Accuracy/F1 (или RMSE/MAE)
Вывод по шаблону:
1 PCA помогло / не помогло
2 Почему (много шума, много корреляций, kNN/SVM любят PCA, а деревья — часто нет)
3 Сколько компонент выбрали и почему

Вариант B — Orange (альтернатива)
1 Загрузка данных
1 File → загрузить датасет
2 Убедиться, что target (Class) выбран как “Target” (в Orange это важно)
2 Базовый пайплайн без PCA
1 Data → Test & Score
2 Подключи learners: kNN + Logistic Regression (можно 2 модели для сравнения)
3 Посмотри метрики в Test & Score
3 PCA пайплайн
1 Добавь Preprocess (или Normalize)
2 Добавь PCA
· Components = 2 (для визуализации) и/или больше для качества
3 Визуализация:
· Scatter Plot: оси PC1/PC2, цвет по классу
4 Снова Test & Score уже после PCA
  Контроль: сравнение метрик “до/после”.

Где это выглядит в RapidMiner / Neural-Network Console / n8n (кратко)
RapidMiner
· Блоки обычно называются:
· Normalize (или Z-Transform)
· PCA
· Model (k-NN / SVM / Logistic)
· Performance
Смысл тот же: normalize → PCA → модель → метрики.
Neural-Network Console
· Обычно PCA там может быть как “предобработка/сжатие признаков”, либо аналог через “embedding/autoencoder”.
Для первокурсников достаточно:
· “PCA — это классический способ сжатия, autoencoder — нейросетевой (нелинейный)”.
n8n
· n8n — не ML-студия, а “оркестратор”.
Пример роли:
· Cron/Trigger → забрать CSV/Google Sheets → отправить в ML-сервис/скрипт → сохранить результат/отчёт → уведомить в Telegram/Discord.

Мини-отчёт для студентов (что сдавать)
1 Скрин таблицы данных (после очистки)
2 Скрин Scatter Plot PC1 vs PC2
3 Таблица метрик “без PCA / с PCA”
4 Вывод на 5–7 строк: помогло ли PCA и почему

